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概要
潤沢な計算資源を持たない組織一つでは，高性能

な大規模ニューラルモデルの開発は困難である．本
稿では，そのような組織がそれぞれ開発したモデル
を集結させて組み合わせた場合の性能は，潤沢な計
算資源を使い一箇所で訓練されたモデルの性能に匹
敵するのかどうか検証する．実験では，独立に訓練
された少訓練データかつ小サイズの小モデル群と，
多訓練データかつ大サイズの単独大モデルの英日翻
訳の性能比較を行った．実験の結果，小モデル群が
生成する複数の出力の中から適切な出力を選択した
場合，小モデル単体と比較して 10倍の訓練データ
量かつ 3倍のモデルサイズの大モデルの能力に匹敵
する性能を達成した．

1 はじめに
近年，自然言語処理分野において大規模ニューラ

ルモデルが様々なタスクで高い性能を達成してい
る．その背景には，より多くの訓練データを用い
て，より大きなモデルを訓練することで，モデルの
性能がべき乗則に従って向上し続けることが期待で
きるという実験的知見がある [1]．今後も高性能モ
デルの実現を目的とした訓練データやモデルサイズ
のさらなる大規模化が進む可能性は十分考えられ
る．こうした大規模モデルの開発には多くの計算資
源が必須となるため，潤沢な計算資源を持つ一部の
企業や研究機関（大組織）のみがモデル開発を行っ
ているというのが実情である．しかし，大学の研究
室など計算資源が潤沢ではない組織（小組織）が高
性能なモデルの開発に関与できないという状況は望
ましくない [2]．限られた計算資源を最大限に活用
する方法を模索し，より広く多くの研究者や開発者
がモデルの性能向上において競争力を持つことは重
要である．
では，どのようにすれば計算資源で劣る組織が性

能の高いモデルを開発することができるだろうか．

本稿では，計算資源で劣る複数の小組織が力を合わ
せた場合に，大組織が作るモデルに匹敵する性能を
達成できるかどうかを検証する．具体的には，独立
に訓練された少訓練データかつ小サイズの小モデル
群と多訓練データかつ大サイズの単独大モデルの性
能比較を行う．本稿では，小モデル群の活用方法と
して，各小モデルの出力の中から最適であると推定
される出力を小モデル群全体の出力として採用する
という戦略をとる．訓練済みモデルを多数集め，そ
れらのモデルの出力の中から最適であると推定され
る出力を選択するという戦略は，各モデルの訓練は
独立に行うことができるという点で有用である．モ
デルの訓練を独立に実行できることには二つの利
点がある．一つ目は，訓練データの共有が不要な点
である．これによりプライバシー保護が必要な組織
（例：医療機関，金融機関など）が持つデータを活用
できる．二つ目は，他の組織の開発やモデル共有後
の工程に対する考慮が不要な点である．個々の組織
は，既存のモデル開発ノウハウをそれぞれの状況に
合わせて自由に適用することができる．
本稿では，英日翻訳タスクを題材として小組織群
と大組織間の比較を行った．模擬実験としての簡易
化のために，以下の制約のもとに実験を行った．

• 各小組織は，大組織用の訓練データを等分割し
たものの一部を訓練データとして用いる．

• 訓練，推論の独立性は保った上で，小組織間で
同一の実験設定を用いる．

実験の結果，複数の小モデルの出力集合に対して，
参照なし評価指標を用いた出力選択を行ったとこ
ろ，大モデル（小モデル単体と比較して 10倍の訓
練データ量かつ 3倍のモデルサイズ）の性能に匹敵
する結果となった．

2 関連研究
計算資源が限られている場合でも，高精度なモデ
ルを構築するため，さまざまな研究が行われてい
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る．例えば，モデル性能を保ちながら効果的な訓練
データを選択することで，訓練データ量の削減を試
みた研究がある [2, 3]．また，量子化などによりパ
ラメータサイズを削減した上でモデルを訓練すると
いう方法も提案されている [4, 5]．
他にも，本研究と類似した取り組みとして，独立

した複数の計算機の協働による分散的なモデル訓練
方法も研究されている．例えば，連合学習は，モデ
ルの訓練データが分散して存在する場合に，それぞ
れの場所で独立にモデルの訓練を行った後，各モデ
ルの更新情報を集約することにより，全体として一
つの大きなモデルを訓練する手法である [6]．また，
訓練の独立性を保ちながら複数モデルの合成を繰り
返し，性能向上を試みる新たな事前訓練手法も提案
されている [7]．
また，本研究と同様に，複数のモデルを推論時に

用いることで良い出力を得る方法も研究されてい
る．例えば，アンサンブル [8]は，複数のモデルの
予測確率を共有し，その平均から最終的な出力を得
る手法である．そのため，複数の組織間でアンサン
ブルを適用するためには事前にモデルの辞書を共有
することが必要である．
モデルの推論時ではく，推論後の出力集合をリラ

ンキングやその集合から最も良い出力を選択すると
いう方法も研究されている [9]．

3 タスク定義
本稿では，モデルの訓練に使用するデータ量とモ

デルサイズを制御することにより，使える計算資源
が少ない小組織と，豊富な計算資源を使える大組織
を再現する．本実験の概要を図 1に示す．
小組織の総数を 𝑛とし，大組織，小組織が使用す

る訓練データをそれぞれ 𝐷，𝑑𝑖 (1 ≤ 𝑖 ≤ 𝑛)とすると，
本実験における 𝐷 と 𝑑𝑖 の関係は以下のように表さ
れる1）．

𝐷 = 𝑑1 ∪ 𝑑2 ∪ ... ∪ 𝑑𝑛, 𝑑𝑖 ∩ 𝑑 𝑗 = ∅ (𝑖 ≠ 𝑗) (1)

また，大組織，小組織が使用するモデルをそれぞ
れ 𝑀，𝑚𝑖 とすると，モデルサイズに関して，𝑀 > 𝑚

が成り立つ．実験にて使用する具体的なデータセッ
トおよびモデルは， 4.2節， 4.1節にて述べる．
大組織は，訓練データ 𝐷 を用いてモデル 𝑀 の訓

練を行い，評価データ 𝑋 に対する出力を評価指標
1） 組織間において共通の訓練データが存在し，かつ訓練デー
タの一部のみが各組織独自のデータであるような状況も想定
され得るが，本実験の対象外とする．
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図 1 実験設定の概要

Eval(·) により評価する．大組織のモデルのスコアは
次の式で表される．

scoreLarge =
1
|𝑋 |

∑ |𝑋 |
𝑛=1

Eval(𝑀 (𝑥𝑛))
𝑥𝑛∈𝑋

(2)

各小組織は，訓練データ 𝑑𝑖 を用いてモデル
𝑚𝑖 の訓練を独立に行う．その後，評価データ
𝑥 𝑗 ∈ 𝑋 (1 ≤ 𝑗 ≤ |𝑋 |) に対する小モデルたちの候補文
集合 𝑌 𝑗 を得る．

𝑌 𝑗 = {𝑦1 = 𝑚1 (𝑥 𝑗 ), 𝑦2 = 𝑚2 (𝑥 𝑗 ), ..., 𝑦𝑖 = 𝑚𝑖 (𝑥 𝑗 )} (3)

出力選択関数を 𝑓sel (·)とすると，評価文 𝑥 𝑗 に対し
て最終的な出力 ℎ 𝑗 は以下のようになる．

ℎ 𝑗 = arg max
𝑦∈𝑌𝑗

𝑓sel (𝑦) (4)

評価データ 𝑋に対する小モデル群のスコアは次の
式で表される．

scoresmall =
1
|𝑋 |

∑ |𝑋 |
𝑛=1

Eval(ℎ𝑛) (5)

実験にて使用する具体的な Evalおよび 𝑓sel は， 4.3
節にて述べる．
本稿では，scoreSmall が scoreLarge に匹敵する値と
なるかどうかを検証する．

4 実験
本稿では，英日翻訳タスクにて実験を行う．

4.1 モデル
翻訳モデルとして，Transformer [10]を使用した．
モデルパラメータが約 100Mのモデルを小組織が扱
う小モデル，約 300Mのモデルを大組織が扱う大モ
デルとみなした．
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4.2 訓練用/評価用データセット
訓練データとして JParaCrawlv3.0 [11]（約 25M）を

使用した．小モデルは，25Mの訓練データを等分割
したもの2）の一部を用いてモデルの訓練を行う．大
モデルは，25Mの訓練データを全て用いてモデルの
訓練を行う．また，評価用データとして WMT2022
の newstest2022 [12]を使用した．サブワード分割器
およびモデルの辞書の作成は，分割前の全訓練デー
タをもとに行い，小組織，大組織含め全モデルで
同一のものを使用した．また、評価指標として，
COMET[13]3）と BLEURT [14, 15]4），sacreBLEU [16]
を使用する．

4.3 出力選択方法
本実験では，式 4の出力選択関数 𝑓sel (·) として，

参照あり評価指標である COMET と参照なし評価
指標である COMETKIWI [17]5）を使用する．参照あ
り手法は評価時に参照テキストを使用し出力選択
をしているため，実際の設定では使用することが
できない．また，COMETは評価指標として使用し
たものと同じモデルを使用した．つまり，COMET
による出力選択はオラクル設定である．一方で，
COMETKIWIは出力選択時に，翻訳モデルへの原文
と翻訳モデルの出力のみが必要であり，現実の設定
でも利用可能な方法である．6）

4.4 比較設定
本稿では，以下の設定の翻訳性能を比較する．
• Small：小モデル．それぞれ小モデル群の平均
値（Mean），最大値（Max），最小値（Min）を報
告する．

• Large：大モデル単体．
• Est：小モデルの候補文集合から COMETKIWI
で最大スコアとなる翻訳文を選択する方法．

2） 本実験では，分割においてドメインやトークン数など各
データ集合の性質に関する考慮は行わない．

3） https://unbabel-experimental-models.s3.amazonaws.

com/comet/wmt22/wmt22-comet-da.tar.gz（11 月 22 日時点
で公開されていたモデル）

4） https://storage.googleapis.com/bleurt-oss-21/

BLEURT-20.zip

5） https://unbabel-experimental-models.s3.amazonaws.

com/comet/wmt22/wmt22-cometkiwi-da.tar.gz（11 月 23 日
時点で公開されていたモデル）

6） wmt22-comet-da の訓練データは，2017 年から 2020 年の
WMT News Translation Taskにおける人手評価データである．
また，wmt22-cometkiwi-daの訓練データは，wmt22-comet-da
の訓練データとMLQE-PEデータ [18]である．

表 1 訓練データを 10 等分割した場合の結果（new-
stest2022）．

COMET BLEURT sacreBLEU
Small (Mean) 0.7605 0.5926 18.4

(Max) 0.7717 0.6055 19.8
(Min) 0.7455 0.5801 17.7

Large 0.8026 0.6439 22.3
Est 0.8130 0.6474 20.7
PostCosE 0.7796 0.6140 20.1

MaxRef 0.8333 0.6683 23.2

• PostCosE：小モデルの候補文集合に含まれる各
文を単語分散表現を用いてベクトル化し，他の
文とのコサイン類似度が最も高い翻訳文を選択
する方法 [9]．単語分散表現は，fastText[19] に
より，JParaCrawlv3.0 の日本語データを用いて
作成．

• MaxRef：小モデルの候補文集合から COMETで
最大スコアとなる翻訳文を選択する方法．

個々の小モデルのハイパーパラメータ等の設定は全
て揃えて実験を行った．なお，ハイパーパラメータ
等の詳細な設定は付録 Aに示す．

4.5 実験結果・考察
表 1に，訓練データを 10等分割し，小モデルが 10

個存在する状態における WMT2022の newstest2022
に対する各手法の評価結果を示す．7）

Small は，いずれも Large に劣る性能を示し
た．8）Estは，COMETと BLEURTにおいて Largeを
超える性能を示し，MaxRef は全ての評価指標にお
いて Largeを超える性能を示した．これらの結果よ
り，モデルを複数用意した上で，それぞれの出力の
中から最適な選択ができた場合，個々のモデルの性
能から大きな性能向上が期待できる．また，Estと
MaxRef の性能差は COMET と COMETKIWI の性能
差でもある．
他方，PostCosEは Estと比較して小さな性能向上
に留まった．その要因として，それぞれの手法の出
力選択戦略の違いが考えられる．PostCosEは，モデ
ル群の中央値的な出力を採用する手法である．この
手法は，モデル群の中で及第点となる性能を持つモ
デルが多数派となるような状況において有効である

7） WMT2022の newsdev2022，WMT2020の newsdev2020に対
する評価も行い，結果を付録 Cに示した．

8） 付録 Bに，全訓練データで訓練した Smallモデルの性能と
10分割データで訓練した Largeモデルの性能を示す．Large

が Smallを超える性能を示した要因は，訓練データの量とモ
デルサイズの両方の影響であると示唆される．．
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表 2 訓練データを 4 等分割した場合の結果（new-
stest2022）．

COMET BLEURT sacreBLEU
Small-0 0.7846 0.6200 20.0
Small-1 0.7916 0.6289 20.9
Small-2 0.7722 0.6100 20.7
Small-3 0.7822 0.6163 20.2

Small-0+1 0.7919 0.6296 21.1
Small-0+2 0.7853 0.6253 21.2
Small-0+3 0.7915 0.6281 21.2
Small-1+2 0.7869 0.6266 21.8
Small-1+3 0.7944 0.6313 21.4
Small-2+3 0.7847 0.6208 21.2

Small-0+1+2 0.7898 0.6292 21.5
Small-0+1+3 0.7942 0.6325 21.5
Small-0+2+3 0.7896 0.6278 21.5
Small-1+2+3 0.7910 0.6308 21.7

Small-0+1+2+3 0.7933 0.6315 21.6

Large 0.8026 0.6439 22.3
Est(4) 0.8138 0.6523 21.8
Est(15) 0.8197 0.6586 22.3
PostCosE(4) 0.7943 0.6315 21.4
PostCosE(15) 0.7934 0.6315 21.7

MaxRef(4) 0.8283 0.6649 23.7
MaxRef(15) 0.8355 0.6734 24.7

と考えられる．一方で，Estは，モデル群の中で最
良と推定される出力を採用する手法である．この手
法は，モデル群の中で性能の低いモデルが多数派で
あっても，高性能なモデルが一つでも存在すればそ
のモデルの出力が選択される．訓練データが全く異
なるなど，本実験のように各モデルの性能にばらつ
きが生じる得る状況の場合は，Estの方が PostCosE

よりも好相性であることが示唆される．

4.6 発展：アンサンブル
使用できるモデルが複数ある場合に，それらのモ

デルを活用する方法の一つとして推論時のアンサン
ブル [8]が挙げられる．しかし，一般的なアンサン
ブルではモデル間でモデルの辞書を共有する必要が
ある．本稿では各小モデルが独立に訓練される場面
を想定しているため，アンサンブルは比較設定に含
まなかった．しかしながら，実験前に全ての小組織
間で調整を行い，アンサンブルの実施が可能な場合
は有効な手法である．そこで，本章では追加でアン
サンブルを含む実験を行い，その結果を報告する．
なお，章 4.5とは異なり，訓練データを４等分割し，
小モデルが 4個存在する状態にて実験する．
表 2 に，WMT2022 の newstest2022 に対する各手

法の評価結果を示す．Small-*のハイフン以下はモ
デルの IDを示す．また，0 + 1は Small-0と Small-1

をアンサンブルした場合の結果である．***(4)，
***(15)は出力選択の対象となるモデル数の違いを
示す．つまり，Est(4)は Small-0から Small-3の 4
モデル、Est(15) は Small-0 から Small-0+1+2+3 ま
での 15モデルで候補文集合を得て出力選択を行っ
た設定である．
全ての評価指標において，Est(4)よりも Est(15)，

MaxRef(4) よりも MaxRef(15) の方が高い性能を示
した．これは，モデルアンサンブルを適用すること
で，候補文集合内により良い出力を得られたことを
意味する．
また，アンサンブルに参加するモデル内に，性能
が低いモデルが含まれる場合は，性能が向上しな
い場合もあることがわかった．4つの小モデル単体
の性能に着目すると，Small-2の COMETが他のモ
デルと比較して低く，Small-2がアンサンブルに関
わる場合の COMETの値に注目すると，Small-2が
参加しない場合の方が高い性能を示している（例：
Small-0+1：0.7919, Small-0+1+2：0.7898）．

5 おわりに
本稿では，独立に訓練された少訓練データかつ小
サイズの小モデル群は，多訓練データかつ大サイズ
の単独大モデルと同等の性能を達成できるのか，と
いう研究課題の検証を英日翻訳の性能比較により
行った．複数の小モデルの出力集合に対して，参照
なし評価指標を用いた出力選択を行った場合の性能
は，大モデルの性能に匹敵することを示した．本実
験結果は，計算資源の制約により単独組織が構築で
きるモデルの性能に限界があったとしても，複数の
組織が協働することで，潤沢な計算資源を持つ単独
組織が作成する大規模モデルに匹敵する性能を達成
できる可能性があることを示唆するものである．
候補文集合から出力選択を行う戦略においては，
出力選択器の性能が鍵となるため，出力選択器のさ
らなる性能向上が望まれる．今後の展望として，翻
訳タスク以外でも実験を行うことを計画している．
また，GPT-3 [20]のような汎用言語モデルによる複
数タスクの性能比較においても本実験と同様の結果
が得られるのかも検証する予定である．本実験では
各小組織の訓練データが全て異なる設定を用いた
が，訓練データの一部を共有するなど，より現実に
即した設定での実験を検討する．
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Glushkova, Duarte M Alves, Alon Lavie, et al. CometKiwi: IST-
Unbabel 2022 Submission for the Quality Estimation Shared Task.
arXiv preprint arXiv:2209.06243, 2022.

[18] Marina Fomicheva, Shuo Sun, Erick Fonseca, Chrysoula Zerva,
Frédéric Blain, Vishrav Chaudhary, Francisco Guzmán, Nina
Lopatina, Lucia Specia, and André F. T. Martins. MLQE-PE: A
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A 実験設定の詳細
翻訳モデルの構築には fairseq [21] を使用した．

どのモデルでも共通して，最適化手法には Adam，
Label-Smoothingは 𝜖𝑙𝑠 = 0.1，Warmup Stepsは更新回
数の三分の一とした．また，推論時のビーム探索幅
は 5とした．付録 Bで使用する 2Bモデルは，大モ
デルのアーキテクチャに対して、隠れ層と順伝播層
の次元増やしたモデルである．表 3，表 4，表 5に
Small，Large，2Bでのハイパーパラメータで異なる
設定を示す．
表 3 Smallモデルのハイパーパラメーターの一覧．
設定名 値
翻訳モデル transformer

学習率 5e-4
ミニバッチサイズ 512,000
エポック数 200
モデル平均化 20エポック毎にモデルを保存

最終 5モデルの平均

表 4 Largeモデルのハイパーパラメーターの一覧．
設定名 値
翻訳モデル transformer-wmt-en-de-big

学習率 5e-4
ミニバッチサイズ 512,000
エポック数 50
モデル平均化 5エポック毎にモデルを保存

最終 5モデルで平均化

表 5 ２ Bモデルのハイパーパラメーターの一覧
設定名 値
翻訳モデル transformer-wmt-en-de-big（embed-

dingを含む隠れ層の次元：2048，順
伝播層の次元：32,768）

学習率 1e-04
ミニバッチサイズ 512,000
更新回数 30,000
モデル平均化 500回パラメータ更新単位で保存し

最終 10モデルの平均

B データ量とモデルサイズの影響
表 6 に訓練データ量とモデルサイズを変化させ

た場合のモデル性能の変化を示す．***-full は，
25Mの訓練データで訓練したモデルの性能を示す．
***-div10 は，25M の訓練データを 10 分割したも
のの一部を用いて訓練したモデルの性能を示す．ま
た，比較対象として新たに 2Bのモデルを加えた．9）

***-div10と***-fullの比較より，訓練データ量
の違い（***-div10：2.5M，***-full：25M）がモデル
の性能に影響していることがわかる．Small-div10

9） Largeの性能を超えられなかったため，今回の訓練データ
に対しては訓練がうまくいかなかった．

と Large-div10 の比較より，モデルサイズの違い
（Small：100M，Large：300M）もモデルの性能に影
響していることが示唆される．Est（Small）と Est

（Large）の比較より，出力選択は個々のモデルの性
能が向上した場合でも有効であることがわかる．
表 6 訓練データ量とモデルサイズを変化させた場合の各
評価指標の値（newstest2022）．

COMET BLEURT sacreBLEU
Small-div10 (Mean) 0.7605 0.5926 18.4

(Max) 0.7717 0.6055 19.8
(Min) 0.7455 0.5801 17.7

Est（Small） 0.8048 0.6392 20.2
MaxRef（Small） 0.8171 0.6530 22.1

Large-div10 (Mean) 0.7823 0.6168 20.1
(Max) 0.7916 0.6266 21.3
(Min) 0.7627 0.5981 19.5

Est（Large） 0.8258 0.6640 22.3
MaxRef（Large） 0.8455 0.6842 25.3

Small-full 0.7901 0.6273 20.9
Large-full 0.8026 0.6439 22.3
2B 0.7981 0.6371 22.5

C 10分割設定における性能評価
表 1 の実験と同様の実験を，newsdev2022 と

newsdev2020 を評価データとして行った．表 7 に
newsdev2022 に対する結果を，表 8 に newsdev2020
に対する結果を示す．いずれの評価データにおいて
も，全ての評価指標で Estが Largeを上回ることは
なかった．しかし，Estと Smallの比較から出力選
択が性能向上に寄与していることがわかる．
表 7 訓練データを 10等分割した場合の各評価指標の値
（newsdev2022）

COMET BLEURT sacreBLEU
Small (Mean) 0.7342 0.5146 17.9

(Max) 0.7568 0.5385 19.7
(Min) 0.7052 0.4843 16.5

Large 0.8101 0.6042 23.9
Est 0.8014 0.5873 20.7
PostCosE 0.7580 0.5394 20.0

MaxRef 0.8225 0.5993 22.0

表 8 訓練データを 10等分割した場合の各評価指標の値
（newsdev2020）

COMET BLEURT sacreBLEU
Small (Mean) 0.7517 0.5400 15.2

(Max) 0.7676 0.5608 16.0
(Min) 0.7336 0.5181 13.6

Large 0.8143 0.6180 20.3
Est 0.8106 0.6026 16.9
PostCosE 0.7727 0.5641 16.3

MaxRef 0.8305 0.6177 18.9
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